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Streszczenie

W referacie opisano aplikację sieci neuronowych (wygenerowanych w programie Statistica Neural Networks) w procesie predykcji naboru studentów, w wybranej jednostce akademickiej Opisano etapy doboru sieci neuronowych w module wykonawczym inteligentnego Systemu Prognozy. W ostatnim punkcie niniejszego referatu z weryfikowano uzyskane wyniki.
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1. WPROWADZENIE

W procesie prognozy naboru studentów w analizowanej jednostce akade-mickiej wykorzystano profesjonalny pakiet sztucznej inteligencji Statistica Neural Networks. Wybór wymienionego oprogramowania, nie był przypad-kowy, gdyż STATISTICA Neural Networks umożliwia konstruowanie najważniejszych topologii sieci neuronowych, do których należy zaliczyć [1]: 
· jednokierunkowe sieci wielowarstwowe (Multilayer Perceptrons), 

· sieci o radialnych funkcjach bazowych (Radial Basis Function Networks), 

· samoorganizujące się mapy cech Kohonena (Kohonen Self-Organizing Feature Maps), 

· probabilistyczne sieci neuronowe (Probabilistic Neural Networks, Bayesian Neural Networks), 

· sieci neuronowe do regresji uogólnionej (Generalized Regression Neural Networks), 

· sieci realizujące regresję liniową (Linear Networks). 


Poszczególne topologie sieci neuronowych implementowano kolejno 
w module wykonawczym Inteligentnego Systemu Predykcji, w celu doboru optymalnej topologii i odpowiedniej dla niej architektury sieci neuronowych w procesie prognozy naboru studentów. 

Analizując przebieg funkcji naboru studentów w czasie stwierdzono, jej nieliniowy charakter. Funkcja ta ma różne przebiegi w obrębie poszcze-gólnych kierunków, w analizowanej jednostce akademickiej i dyna-micznie zmienia się w czasie. Warunkowane jest to m.in. czynnikami behawio-ralnymi wynikającymi z preferencji i zainteresowań potencjalnych stu-dentów, jak również wzrastającą konkurencją na rynku akademickim, kreowanym przez szkoły wyższe. Ze w względu na nieliniowy charakter badanej funkcji naboru studentów, zaprojektowano Inteligentny System Prognozy (ISP) [2], w którym elementem wykonawczym (moduł prognozy), był pakiet sztucznej inteligencji Statistica Neural Networks.

Zastosowanie zaproponowanego systemu prognozowania na bazie sieci neuronowych nie wymaga znajomości postaci funkcji opisującej istniejące prawidłowości. Implementacja sieci neuronowych polega na eksploracji dostępnych zbiorów danych i prowadzi do wyznaczenia modelu opisującego stwierdzone współzależności i prawidłowości w badanym zjawisku. Sieci neuronowe mają również charakter adaptacyjny w związku z tym mogą być stosowane, jako efektywne narzędzie opisujące zależności i systemy zmienne w czasie [3]. W chwili pojawienia się nowych danych przepro-wadzony może być proces douczania sieci, co umożliwia uwzględnienie najnowszych obserwacji. Wszystkie te przesłanki stanowiły uzasadnienie podjęcia próby zastosowania Inteligentnego Systemu Prognozowania 
w procesie pedykcji naboru studentów. 

2. ETAPY REALIZACJI BADAŃ

ETAP I W pierwszym etapie realizowanych badań zdefiniowano zbiór wejściowy na bazie jednowymiarowego szeregu czasowego. Elementami składowymi tego szeregu były dni kluczowe z wybranego przedziału prognozy. Przedział zmiennych wejściowych określony był w zakresie od 2000 do 2003 roku. Rozpiętość przedziału czasowego na bazie, którego realizowano proces predykcji z wykorzystaniem systemu ISP, determi-nowany był rozpoczęciem pierwszego naboru studentów na poszczególnych kierunkach, obserwowanej uczelni. Ze względu na zróżnicowaną specyfikę 
i kształtowanie się przebiegu funkcji naboru studentów na poszczególnych wydziałach jednostki akademickiej, zdecydowano się, na tym etapie badań, dokonać podziału zbioru wejściowego na odseparowane (niezależne) bazy danych. Założono, że zróżnicowany charakter przebiegu funkcji naboru studentów implikowany jest m.in. takimi czynnikami jak zmiennymi 
w czasie zainteresowaniami studentów oraz zapotrzebowaniem rynku na specjalistów w dziedzinie informatyka oraz zarządzanie i marketing. 
W związku z tak zdefiniowaną przesłanką zaproponowano, dla każdego kierunku dokonać niezależnej implementacji procesu predykcji. Ze zbioru wejściowego wyodrębniono cztery podzbiory, w których zawarte były informacje dotyczące procesu naboru na poszczególne rodzaje studiów 
a mianowicie:

- Zarządzanie i Marketing studia zaoczne,

- Zarządzanie i Marketing studia dzienne,

- Informatyka studia dzienne,

- Informatyka studia zaoczne.

Podział taki w efekcie prowadził do określenia zróżnicowanych stru-kturalnie zagregowanych zbiorów suboptymalnych architektur sieci neuronowych, odpowiednio dla poszczególnych rodzajów studiów. Zbiór wejściowy stanowił strukturę bazową dla zbiorów uczącego, walidacyjnego oraz testującego. Rozpatrywany zbiór wejściowy był podzielony na pewną stałą liczbę przypadków, z których każdy zawierał wartości zmiennych przewidzianych dla określonej sieci, z zachowaniem ich różnorodności strukturalnej. W badanym procesie naboru studentów, opisanym jedno-wymiarowymi szeregami czasowymi, istotnym elementem była właściwa selekcja przypadków uczących, walidacyjnych i testujących. W trakcie analizy szeregów czasowych należało właściwie zinterpretować i określić trzy kategorie danych (uczących, walidacyjnych, testowania) pod względem ich typu oraz właściwej alokacji w zdefiniowanym przedziale prognozy. Przedział realizowanych obserwacji na bazie, którego wybrane były dni kluczowe z poszczególnych lat, określony był w zakresie od 1 czerwca 
do 29 października. Definicja tak ustalonego zakresu obserwacji pody-ktowana była cyklicznie powtarzającym się stałym okresem rekrutacji studentów na przestrzeni 4 lat. W przedziale obserwacji wyodrębnione zostały bloki danych, w skład których wchodziły przykłady uczące, walidacji i testowania. Bloki te alokowane były w odstępach czasowych, 
z uwzględnieniem przedziałów charakterystycznych oraz punktów granicz-nych. Liczba przypadków w zbiorze testującym i walidacyjnym stanowiły 30% zbioru wejściowego. 

W opisanym pierwszym etapie badań zaprojektowano procedury i mecha-nizmy wstępnego przetwarzania danych, zgodnie z funkcjonalnymi założeniami predykatów, zdefiniowanych w module wejściowym Inteli-gentnego Systemu Prognozowania.

ETAP II W kolejnym etapie badań określono zbiór sieci neuronowych, które stanowiły element wykonawczy w zaproponowanym systemie, zachowując ich różnorodność strukturalną (rys 1). 

W ramach badań zdefiniowano i badano, w procesie predykcji badanego zjawiska, m.in. architektury sieci o radialnych funkcjach bazowych RBF (Radial Basis Function Networks), sieci realizujące regresję uogólnioną GRNN (Generalized Regression Neural Network), jednokierunkowe sieci wielowarstwowe MLP (Multilayer Perceptrons) oraz sieci liniowe (Linear Networks). Wybór tych sieci nie był przypadkowy, gdyż są one stosowane w procesach predykcji [4]. Pominięte zostały sieci Kohonena (Kohonen Self-Organizing Feature Maps) oraz sieci probabilistyczne PNN (Probabilistic Neural Networks), gdyż są one stosowane w procesach klasyfikacji, gdzie generowana jest na wyjściu zmienna symboliczna 

Definiując zagregowany zbiór sieci neuronowych o różnych topologiach korzystano z metody uczenia nadzorowanego. W zależności od dobranej architektury sieci neuronowych, w ramach prowadzonych badań, odpo-wiednio dla nich określano algorytmy uczenia. 

W przypadku sieci neuronowych typu perceptron wielowarstwowy MLP, skorzystano z dwóch algorytmów uczenia bazujących na ogólnych zasadach metody uczenia nadzorowanego. Pierwsza faza procesu uczenia, która określała parametry swobodne badanej sieci bazowała na algorytmie wstecznej propagacji błędu, druga natomiast oparta była na algorytmie gradientów sprzężonych [5].

W sieciach o radialnych funkcjach bazowych RBF, określonych w zagre-gowanym zbiorze suboptymalnych rozwiązań zaproponowano następujące algorytmy określające pełen cykl procesu uczenia [6]:

· K-średnich, przypisywanie centrów,

· K-najbliższych sąsiadów, przypisywanie odchyleń,

· pseudoinwersja, liniowa optymalizacja najmniejszych kwadratów

W sieciach regresyjnych (GRNN) zaimplementowano bayesowską technikę estymacji wartości oczekiwanej zmiennej wyjściowej przy danych warto-ściach wejściowych, na bazie formuły [1]:
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z - jest wartością zmiennej wyjściowej Z,

x - jest przypadkiem wejściowym (dla którego szacowana jest wartość zmiennej wyjściowej Z),

f -  jest łączną funkcją gęstości prawdopodobieństwa wartości wejściowych x i wartości wyjściowej z.

W sieciach realizujących regresję uogólnioną zastosowano algorytm uczenia w oparciu o próbkowanie 

radialne.
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Rys. 1. Fazy implementacji poszczególnych topologii sieci neuronowych 
w module wykonawczym ISP 

Źródło: opracowanie własne
Dobór suboptymalnych sieci neuronowych w module wykonawczym ISP, zaimplementowanych w procesie predykcji naboru studentów, przepro-wadzony został w dwóch fazach. W pierwszej fazie arbitralnie dokonano wyboru N najlepszych sieci neuronowych, korzystając z miary jakości sieci – współczynnik jakości sieci. 

Współczynnik jakości sieci zdefiniowany jest, jako relacja matematyczna opisana wzorem [1]:
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gdzie:
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- odchylenie standardowe błędu walidacyjnego,
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- odchylenie standardowe zmiennych wejściowych.

W następnej fazie w trakcie realizacji procesu wyboru subopty-malnych sieci neuronowych implementowanych w module wykonawczym inteligentnego systemu dokonano douczenia sieci neuronowych. Po zakoń-czeniu procesu douczania wygenerowano prognozy dla obserwowanego zjawiska. W tej fazie badawczej w celu weryfikacji wygenerowanych wyników prognozy, a w rezultacie zdefiniowania zagregowanego ostatecz-nego zbioru optymalnych sieci neuronowych w module predykcji, posłu-żono się uniwersalnymi miarami jakości prognozy Skorzystano tu z kla-sycznych błędów ex-post [7]:

· błąd bezwzględny 
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· błąd względny procentowy
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Średni błąd kwadratowy w przedziale weryfikacji:
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Średni błąd względny w przedziale weryfikacji:
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Na podstawie wzoru (4.36) sformułowano wzór (jakości) dokładności prognozy [2]: 
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3. WERYFIKACJA WYNIKÓW PROGNOZY

Prognozując wartości wyjściowe ISP, w module wykonawczym zaimple-mentowano 200 architektur sieci RBF, 200 GRNN, 200 MLP. Na bazie najmniejszych wartości współczynnika jakości sieci (wzór 2), wybrano arbitralnie 120 architektur sieci, w tym 64 MLP, 42 RBF i 14 GRNN. Implementując powyższy zbiór 120 sieci neuronowych w module predykcji ISP, wygenerowano wartości prognozy naboru studentów, kolejno w latach 2003 i 2004. 

Prognoza na rok 2003 umożliwiła przeprowadzanie weryfikacji wyników prognozy, na podstawie rachunku błędów predykcji ex-post, takich jak: błąd względny, błąd bezwzględny, średni błąd kwadratowy 
w przedziale empirycznej weryfikacji oraz średni błąd względny prognozy w przedziale empirycznej weryfikacji. Jako pierwszy weryfikator wyboru topologii sieci, w tej fazie badań zastosowany został średni błąd względny w przedziale empirycznej weryfikacji. Arbitralnie założono dopuszczalną wartość tego błędu na poziomie 15%. Kryterium to pozwoliło wybrać spośród 120 architektur 10 sieci neuronowych: 7 sieci typu perceptron wielowarstwowy MLP, 3 sieci o radialnych funkcjach bazowych RBF. 
Na szczególną uwagę zasługuje fakt, że powyższe kryterium, spełniły 
te same sieci, przy implementacji na ich wejściu odseparowanych różnych zbiorów danych wejściowych (dla czterech analizowanych kierunków studiów). W tabeli 1 przedstawiono i opisano architektury sieci neu-ronowych, wybranych na podstawie kryterium - 15% pułapu średniego błędu względnego, zaimplementowanych w module wykonawczym ISP (przykładowo dla naboru studentów na studiach zaocznych dla kierunku Zarządzanie i marketing). Zestawiono dodatkowo wyznaczone błędy 
ex-post: średni błąd względny oraz średni błąd kwadratowy w przedziale ich weryfikacji na rok 2003. 

Najniższe wartości błędów ex-post, przedstawionych w tabeli 1, w procesie prognozy naboru studentów na kierunku Zarządzanie i marketing 
na studiach zaocznych w roku 2003, uzyskały odpowiednio sieci: o topolo-gii perceptron wielowarstwowy – sieć neuronowa MLP-111 oraz dla sieci 
o radialnych funkcjach bazowych – sieć neuronowa RBF-15. 

Tabela 1. Zbiór optymalnych sieci neuronowych wybranych w procesie prognozy naboru studentów

	Typ sieci
	Topologia


	Liczba neuronów warstwy ukrytej (1)
	Liczba neuronów warstwy ukrytej (2)
	Średni kwadratowy błąd w przedziale empirycznej weryfikacji
	Średni względny błąd prognozy [%]

	MLP111
	
[image: image12.emf]

	4
	3
	0,41
	5,05

	MLP112
	
	8
	-
	0,41
	5,67

	MLP107
	
	5
	-
	0,43
	6,03

	MLP109
	
	16
	12
	0,49
	7,27

	MLP113
	
	10
	-
	0,51
	8,04

	RBF15
	[image: image13.emf]
 
	14
	-
	0,41
	6,92

	RBF110
	
	11
	-
	0,44
	13,83


W tabeli 2, zestawiono uzyskane zmienne prognozowane dla naboru studentów na studiach zaocznych dla kierunku Zarządzanie i marketing 
w kolejnych dniach kluczowych 2003 roku oraz błędy ex-post: bezwzględny i względny dla powyższych sieci, zaimplementowanych w module weryfi-kacji ISP razem z wartościami rzeczywistymi, odpowiednio w kolejnych dniach kluczowych.

Tabela 2 Zestawienie wyników prognozy i błędów ex-post dla sieci neuronowych RBF-15 i MLP -111

	Data
	Wartość rzeczywista

2003
	RBF-15
	MLP-111
	RBF-15
	MLP-111
	RBF-15
	MLP-111

	
	
	Prognoza 2003
	Prognoza 2003
	Błąd bezwzględny
	Błąd bezwzględny
	Błąd względny
	Błąd względny

	1 cze
	2
	1,29
	2,19
	0,71
	-0,19
	35,66
	-9,67

	11 cze
	5
	5,23
	4,79
	-0,23
	0,21
	-4,59
	4,22

	21 cze
	10
	8,34
	11,06
	1,66
	-1,06
	16,56
	-10,58

	1 lip
	25
	22,09
	22,37
	2,91
	2,63
	11,65
	10,54

	11 lip
	27
	27,40
	25,92
	-0,40
	1,08
	-1,47
	4,01

	21 lip
	29
	31,37
	31,75
	-2,37
	-2,75
	-8,16
	-9,49

	31 lip
	34
	33,10
	32,71
	0,90
	1,29
	2,65
	3,79

	10 sie
	36
	34,58
	34,77
	1,42
	1,23
	3,95
	3,41

	\20 sie
	37
	35,60
	35,71
	1,40
	1,29
	3,78
	3,50

	30 sie
	38
	37,74
	37,63
	0,26
	0,37
	0,68
	0,98

	9 wrz
	39
	41,53
	42,27
	-2,53
	-3,27
	-6,50
	-8,38

	20 wrz
	48
	46,84
	46,95
	1,16
	1,05
	2,42
	2,19

	29 wrz
	54
	51,73
	52,50
	2,27
	1,50
	4,20
	2,78

	9 paź
	57
	55,17
	55,31
	1,83
	1,69
	3,20
	2,97

	19 paź
	57
	58,70
	58,45
	-1,70
	-1,45
	-2,99
	-2,55

	29 paź
	60
	58,66
	58,93
	1,34
	1,07
	2,23
	1,78


Obydwie sieci neuronowe RBF-15 i MLP-111 zaimplementowano 
w module wykonawczym ISP, prognozując nabory studentów w wyzna-czonych dniach kluczowych 2004 roku. Na rysunku 2a i 2b przedstawiono zestawienie zmiennych wejściowych (wartości rzeczywiste naboru studentów na kierunku Zarządzanie i marketing na studiach zaocznych) dla dni kluczowych w latach 2000-2003 oraz uzyskane wartości prognozy 
w 2003 i 2004 roku. 
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Rys. 2a.  Zestawienie zmiennych wejściowych w module predykcji 
ze zmienną prognozowaną na rok 2003 (sieć RBF 15 i MLP - 111)
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 Rys. 2b.  Zestawienie zmiennych wejściowych w module predykcji ze zmienną prognozowaną na rok 2004 (sieć RBF 15 i MLP - 111)

Z analizy graficznej kształtowania się przebiegu prognozy w kolejnych latach 2003 i 2004 wynika, że zachowany został trend wzrostu i częściowo proporcje w przyrostach kandydatów w kolejnych dniach kluczowych.

4. PODSUMOWANIE

W ramach realizowanych badań przeprowadzono prognozę naboru studen-tów z wykorzystaniem Inteligentnego Systemu Prognozowania. W zapropo-nowanej metodzie prognozy, elementem wykonawczym są sieci neuronowe. Otrzymany mały błąd średni względny predykcji w przedziale empirycznej weryfikacji (5,05 % dla sieci neuronowej typu perceptron wielowarstwowy) może świadczyć o dużej efektywności metody bazującej na elementach sztucznej inteligencji. Dodatkową zaletą zaproponowanej metody jest jej elastyczność w dynamicznie zmieniającym się otoczeniu. Progresywne 
w czasie czynniki determinujące rzeczywisty nabór studentów są reprezen-towane w strukturze ISP dzięki możliwości implementacji procedur samouczenia i samoadaptacji. Szeregi czasowe stanowiące element stru-kturalny bazy wiedzy systemu mogą być w dowolnym czasie modyfiko-wane i aktualizowane.
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