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Abstract

In this paper the general chart of  decision making in company is presented. Steps of forecasting in classical approach and with neural networks use are analized. Practical implementation of neural networks in forecasting tasks is shown. 

1. WPROWADZENIE

Prognozowanie jest procesem przewidywania przyszłych zdarzeń na pod-stawie analizy i interpretacji prawidłowości występujących w danych historycznych (z przeszłości), które charakteryzują prognozowane zjawisko lub występują  miedzy nim a innymi zjawiskami [7]. Metoda progno-zowania jest sposobem przetwarzania informacji opisujących sytuację prognostyczną w prognozy, dostosowanym do przyjętej zasady progno-zowania [7]. 

Prognozowanie w przedsiębiorstwie jest utrudnione przez specyficzne warunki, w jakich przebiegają zjawiska i procesy gospodarcze. Przeszkodę w prawidłowym określaniu skali i kierunków zmian zjawisk oraz procesów w gospodarce, zwłaszcza w długich okresach, stanowi uzależnienie ich przebiegu od różnorodnych czynników. Mnogość, złożoność oraz niepew-ność czynników determinujących sukces lub porażkę przedsiębiorstwa 
na rynku powoduje, że tradycyjne metody oceny i prognozowania takie jak analizy wskaźnikowe, statystyczne czy ekonometryczne często wspomagają decydenta w niewystarczającym stopniu, a decyzje podejmowane są przede wszystkim w oparciu o indywidualną wiedzę, doświadczenie czy intuicję menedżera. W takich sytuacjach znacznie większą użyteczność i sku-teczność rozwiązań uzyskać można poprzez stosowanie narzędzi wyko-rzystujących sztuczną inteligencję, do których zalicza się symulatory sieci neuronowych (SN) [3]. 

Standardowe podejścia do rozwiązywania zadań prognostycznych opie-rają się na zastosowaniu jednego z modeli, ustalanego w chwili rozpoczęcia tworzenia narzędzia prognozującego. W takim procesie tworzenia narzędzia prognozującego, parametry używanego modelu są ustalane na stałe. 
W przypadku wykorzystania sieci neuronowej istnieje możliwość dosto-sowywania modelu do danych poprzez uczenie sieci. SN uczy się odwzo-rowywać pewną funkcję, najczęściej zależną od wielu zmiennych. Jest 
to aproksymacja, a nie interpolacja, zatem sieć jest w stanie uogólniać wie-dzę, wykrywać istniejące pomiędzy zmiennymi zależności. W procesie uczenia sieć tworzy statystyczny model uczonej zależności.

SN bywają na ogół lepsze od innych metod analitycznych w przypadku gdy [9]:

· dane, z których trzeba wyciągnąć wnioski są rozmyte (ludzkie opinie, źle określone kategorie, dane obarczone dość dużymi błędami);

· dane wykazują znaczną, nieoczekiwaną nieliniowość;

· dane są niekompletne, chaotyczne.
2. ETAPY PROGNOZOWANIA

Konstrukcja prognozy i jej zastosowanie w przedsiębiorstwie jest procesem sekwencyjnym (podobnie jak w przypadku innego rodzaju prognoz). Ogól-ny schemat procesu prognostycznego został przedstawiony na rys. 1.
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Rys. 1. Schemat sekwencyjnego procesu budowy i zastosowania prognoz w przedsiębiorstwie 

Źródło: [2, s. 35].

2.1. Etapy prognozowania w ujęciu klasycznym

Proces prognozowania w przedsiębiorstwie jest procesem wieloetapowym. W ujęciu klasycznym składa się z następujących etapów [1, 2, 7]:

Etap1. Sformułowanie zadania prognostycznego.

Określenie obiektu, zjawiska, zmiennych, które podlegają predykcji. 
W tym etapie definiujemy cel wyznaczenia prognozy oraz określamy wymagania dotyczące dopuszczalności i horyzontu prognozy.

Etap 2. Określenie przesłanek prognostycznych.

Sformułowanie hipotez o czynnikach kształtujących zjawisko oraz dekla-racja prognosty dotycząca postawy wobec przyszłości zjawiska.

Etap 3. Zebranie, statystyczna obróbka i analiza danych prognostycznych.

Na tym etapie następuje określenie zbioru danych potrzebnych do skon-struowania modelu i sformułowania prognoz (jakie dane, z jakiego okresu 
i z jaką częstotliwością mają być zbierane), gromadzenie danych, prze-prowadzenie ich statystycznej analizy (wykrycie prawidłowości, np. trendu, wahań sezonowych) oraz obróbka danych (transformacja, agregacja danych, uzupełnianie brakujących danych).

Etap 4. Wybór metody prognozowania.

Na metodę prognozowania składają się dwa elementy - model i reguła prognozowania. Przetworzenie danych o przeszłości wymaga stworzenia formalnego lub myślowego modelu prognostycznego odwzorowującego przebieg analizowanego zjawiska w przeszłości. Odwzorowanie to ma cha-rakter uproszczony, zachowuje jednak najistotniejsze cechy zjawiska. Spo-sób przejścia od danych przetworzonych do prognozy określa się mianem reguły prognozowania. Najczęściej stosowaną regułą jest reguła pod-stawowa. Na jej podstawie prognozę otrzymuje się przez ekstrapolację modelu poza próbę.

Każda sytuacja prognostyczna może być inna, dlatego też związany z nią wybór metody prognozowania jest zadaniem trudnym. Wymaga nie tylko znajomości metod prognozowania, ale także posiadania merytorycznej wiedzy o prognozowanym zjawisku. Przy wyborze metody prognozowania należy uwzględnić:

· przyjęte przesłanki prognostyczne,

· charakter zmiennej prognozowanej,

· rodzaj danych prognostycznych,

· prawidłowości występujące w prognozowanym zjawisku,

· wymagania dotyczące dokładności budowanych prognoz,

· własności metod prognozowania,

· koszty zastosowania określonych metod.

Etap 5. Konstrukcja prognozy.

Na tym etapie buduje się model prognostyczny oraz wyznacza prognozę, stosując wybraną regułę prognozowania.

Etap 6. Ocena dopuszczalności prognozy.

Po wyznaczeniu prognozy należy określić stopień jej niepewności, który może być wyrażony za pomocą:

· błędu ex ante określającego dokładność prognozy,

· prawdopodobieństwa spełnienia prognozy określającego wiarygod-ność prognozy,

· błędu ex post wyznaczonego dla okresu wcześniejszego niż okres ocenianej prognozy,

· słownego opisu uzasadniającego wiarygodność lub dokładność prog-nozy.

Etap 7. Zastosowanie prognozy.

Zbudowana prognoza zostaje wykorzystana w procesie decyzyjnym, poz-walając osiągnąć cel określony w pierwszym etapie procesu progno-stycznego.

Etap 8. Ocena trafności prognozy.

Formułowane ex ante opinie o jakości prognozy są sądami, których prawdziwość można zweryfikować po upływie czasu do jakiego odnosi się prognoza. Dopiero wówczas można sprawdzić trafność prognozy.

Etap oceny trafności prognozy jest niezwykle ważny, ponieważ wyniki oceny należy wykorzystać zarówno do ewentualnej modyfikacji aktualnej prognozy w okresie jej ważności, jak i do konstruowania prognoz 
na następne okresy.

2.2. Etapy prognozowania z wykorzystaniem sieci neuronowych

Proces prognozowania z wykorzystaniem sieci neuronowych wymaga postępowania według następujących etapów [3, 4, 5]:

Etap 1. Określenie prognozowanych zmiennych.

Etap 2. Gromadzenie zbiorów danych związanych z prognozowanym zjawi-skiem.

Istotne znaczenie w procesie budowy modelu prognostycznego na bazie sieci neuronowych ma rozmiar zbioru uczącego. Jeżeli sieć neuronowa ma trafnie prognozować, to zbiór uczący powinien być dostatecznie zupełny, tzn. muszą być spełnione następujące warunki:

· każda klasa musi być reprezentowana;

· w ramach każdej klasy musi być odpowiednio reprezentowana zmienność statystyczna.

Etap 3. Wstępne przetwarzanie danych tak, aby łączyły informacje lub przedstawiały je w bardziej użyteczny sposób (skalowanie, normalizacja, standaryzacja, zmniejszenie wielowymiarowości problemu).

Sieci neuronowe przetwarzają wyłącznie dane numeryczne należące 
do ściśle określonego przedziału. Powinno się więc dokonać preprocessingu danych (sieć może zrobić to sama, ale często wtedy nadmiernie komplikuje się jej struktura). Dane można skalować, standaryzować lub normalizować według wielu algorytmów. Należy jednak unikać dużej liczby przekształceń. Wiele z nich odfiltrowuje część informacji. Często okazuje się, że to, 
co uznane zostało za szum czy nieistotne zakłócenie, stanowi ważną infor-mację [8].

Zmienne wprowadzane do sieci nie powinny być skorelowane, ponieważ opierając się na zmiennych nieskorelowanych można ograniczyć wymiary przestrzeni, w której działa sieć. W odróżnieniu do modeli ekonometrycz-nych korzystne jest natomiast dołączenie zmiennej z pozoru mało przydat-nej, gdyż sieć sama w procesie uczenia dokonuje selekcji.

Etap 4. Wyodrębnienie uczącego, walidacyjnego i testowego zbioru danych.

Jakość sieci musi być oceniona przez testowanie jej na zbiorach danych różnych od tego zbioru, na którym się uczyła. Względnie duża liczba parametrów sieci neuronowej powoduje, że sieć łatwo dostosowuje się 
do unikatowej charakterystyki próbki uczącej, zamiast uogólniać na właści-wości populacji generalnej. W przypadku metod statystycznych, które estymują tylko kilka parametrów odniesionych do liczby próbek uczących, zwykle nie ma potrzeby tworzenia zbiorów testujących. 

Etap 5. Wybór odpowiedniego typu sieci oraz jej architektury. Ustalenie liczby warstw, liczby neuronów w warstwach ukrytych.

Przy wyborze typu sieci (np.: perceptron wielowarstwowy, sieć o radial-nych funkcjach bazowych, probabilistyczna sieć neuronowa, sieć realizująca regresję uogólnioną, sieć liniowa) należy uwzględnić rodzaj analizowanego zjawiska. Poszczególne typy sieci wykazują szczególne predyspozycje 
do rozwiązywania określonej grupy problemów.

Większość zadań można rozwiązać przy  pomocy sieci z jedną warstwą ukrytą.
W praktyce potrzeba drugiej warstwy ukrytej występuje w zasadzie tylko 
w przypadku, gdy sieć należy nauczyć funkcji, która nie jest ciągła.

Bardzo ważny jest dobór odpowiedniej liczby neuronów ukrytych. Użycie za małej ich liczby pozbawi sieć potencjału potrzebnego do rozwiązania problemu. Użycie zbyt wielu neuronów zwiększy czas uczenia oraz może spowodować tzw. nadmierne dopasowanie. Sieć będzie miała tak duże zdolności przetwarzania informacji, że będzie się uczyć nieistotnych cech zbioru uczącego, które są nieważne w populacji generalnej. Jeżeli jakość sieci oceniona zostanie na podstawie zbioru uczącego, to będzie ona doskonała. Jeśli jednak sieć zostanie zastosowana do pracy nad danymi 
z populacji generalnej, to uzyskane wyniki będą niezadowalające.

Etap 6. Wybór odpowiedniego algorytmu uczenia i ustalenie jego parame-trów.

Dla każdego typu sieci istnieje grupa algorytmów przeznaczona do ich uczenia. Dobór algorytmu uczenia dla danej sieci determinowany jest rodzajem rozwiązywanego problemu, np. w przypadku perceptronów wielo-warstwowych przy pomocy metody wstecznej propagacji błędów najlepsze wyniki osiąga się wówczas, gdy należy uzyskać wstępne rozwiązanie problemu lub gdy zbiór danych jest bardzo duży i występujew nim znaczna redundancja.

Etap 7. Uczenie sieci.

Sieć należy uczyć do momentu, gdy nie obserwuje się już żadnej popra-wy jakości sieci. Jako fałszywy uznaje się pogląd, że istnieje optymalny nakład uczeniai kontynuacja procesu uczenia ponad ten zakres poprawi jakość działania na zbiorze uczącym, ale pogorszy jakość w populacji generalnej. Opinia ta jest prawdziwa, gdy sieć i/lub zbiór uczący zostały źle zaprojektowane [6]. 

Etap 8. Weryfikacja jakości nauczonej sieci.

Etap 9. Zastosowanie sieci.

Etap 10. Ocena trafności decyzji.

Etapy 1, 2 i 3 oraz 8, 9 i 10 odpowiadają odpowiednio etapom 1, 2 i 3 oraz 6, 7 i 8 procesu prognozowania w ujęciu klasycznym. Etapy 4, 5, 6 oraz 7, związane z budową modelu prognostycznego, są charakterystyczne dla sieci neuronowych. 

3. ALGORYTM TWORZENIA OPTYMALNEJ STRUKTURY SIECI NEURONOWEJ

Niemożliwe jest teoretyczne określenie właściwej architektury sieci neuro-nowej dla danego zadania [5, 9]. Należy wyznaczyć ją eksperymentalnie. Ponieważ nie istnieją efektywne i szybkie reguły określania parametrów sieci, powinno przestrzegać się następujących zaleceń [6]:

1. Konstruujemy sieć z jedną warstwą ukrytą;

2. W warstwie ukrytej umieszczamy jak najmniej neuronów, aby spe-łnić warunek zachowania odpowiedniej proporcji dla modelu uogól-0niającego (liczba przypadków >> liczba parametrów modelu);

3. Uczymy sieć do momentu, gdy nie uzyskuje się już żadnej poprawy jakości sieci.

Algorytm tworzenia optymalnej struktury sieci neuronowej z jedną warstwą ukrytą przedstawiony został na rys. 2.


Rys. 2. Algorytm tworzenia optymalnej architektury sieci neuronowej z jedną warstwą ukrytą.

Źródło: opracowanie własne na podstawie [6, s. 176]

Jeżeli użycie dużej liczby neuronów w jednej warstwie ukrytej nie rozwią-zuje zadowalająco problemu (skomplikowana przestrzeń problemu, zjawis-ko nasycenia), to wtedy należy utworzyć sieć z dwiema warstwami ukry-tymi i zredukować liczbę neuronów ukrytych. 

4. PODSUMOWANIE

Budowa sieci do zadań prognostycznych jest zadaniem dużo trudniejszym niż na przykład do zadań klasyfikacyjnych. Mimo bardzo dobrego dopa-sowania do danych historycznych sieć może zupełnie nie nadawać się do prognozowania przyszłości. Należy tak dobrać strukturę oraz nauczyć sieć, aby rozpoznawała ważne sygnałyi ignorowała nieistotne. Doskonale nau-czona sieć będzie z reguły przewrażliwiona. Jej prognozy mogą być dalekie od rzeczywistych zachowań wielkości prognozowanej.

Jedną z głównych zalet sieci neuronowej jest jej zdolność do odkrywania w zbiorze danych wzorców, które są tak niejasne, że są niewykrywalne przez zmysły badaczyi przez tradycyjne metody statystyczne. Atutem SN jest wygoda ich programowania poprzez uczenie. Zamiast projektować algorytm wymaganego przetwarzania informacji i dzielić go na moduły nadające się do współbieżnego wykonywania - stawia się sieci przykładowe zadania i automatycznie, zgodnie z założoną strategią uczenia, modyfikuje się połączenia elementów sieci, ich współczynniki wagowe. W ten sposób sieć programuje się sama.
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